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Аннотация

В работе рассмотрен алгоритм для долгосрочного инвестирования, позволяющий находить оп-
тимальные решения в пространстве меньшей размерности. Снижение размерности достигается 
путем применения метода главных компонент или ядерного метода главных компонент. Подбор 
весов для портфеля осуществляется с помощью метода Марковица. В качестве гиперпараметров 
для модели рассмотрены размер окна, параметр сглаживания, период ребалансировки и доля объ-
ясненной дисперсии в методах уменьшения размерности. Представленный алгоритм содержит ре-
гуляризацию весов с учетом комиссии за перебалансировку портфеля. Подбор гиперпараметров 
осуществляется на основе коэффициента Мартина, что позволяет учитывать максимальную про-
садку для рассматриваемых алгоритмов. Показано, что предложенный алгоритм, оптимизирован-
ный на данных с 1990 по 2016 год, способен обеспечить более высокую доходность и значение ко-
эффициента Шарпа, чем бенчмарк S&P 500 в период с 2017 по 2022 год. Это свидетельствует о том, 
что с помощью корректировки весов в портфеле можно улучшить производительность алгоритма.
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Введение

В настоящее время одним из наиболее замет-
ных глобальных трендов является динамич-
ное развитие финансовых рынков. В первые 

два десятилетия XXI века рыночная капитализация 
увеличилась более чем в три раза [1]. При этом в 
США только за период с 2017 по 2021 год количество 
клиентских инвестиционных счетов в трех крупней-
ших брокерских фирмах Charles Schwab, Fidelity 
Investments и Robinhood увеличилось почти вдвое 
[2]. Стремление частных инвесторов активно искать 
перспективные инвестиционные возможности сти-
мулировало интерес исследователей к поиску опти-
мального инвестиционного портфеля с целью мак-
симизации прибыли при учете финансового риска.

Значительный прогресс в области оптимизации 
портфеля был достигнут с появлением портфель-
ной теории Марковица [3]. Классическая зада-
ча оптимизации Марковица заключается в поиске 
такого распределения долей активов в портфеле, 
которое минимизирует риск при фиксированном 
уровне ожидаемой доходности. В более общем 
виде поиск оптимального распределения активов 
происходит при заданном коэффициенте баланса 
между минимизацией риска и максимизацией до-
ходности. Данный коэффициент соответствует сте-
пени неприятия риска инвестором.

Алгоритм поиска оптимального распределения 
долей активов в портфеле для задачи Марковица 
основан на оценке средней доходности акций и их 
матрицы ковариаций на исторических данных. Од-
нако данный алгоритм имеет ряд ограничений, в 
частности, он предполагает, что исторические зна-
чения доходности и риски акций сохраняют свое 
распределение в будущем, что не всегда справедли-
во [4]. Помимо этого, диверсификация Марковица 
уязвима к выбросам из-за неустойчивости средних 
доходностей акций [5]. В матрице ковариаций до-
ходностей, используемой для оценки риска, также 
могут возникать выбросы.

Одним из способов решения указанных проблем, 
рассматриваемых в литературе, являются методы 
уменьшения размерности, такие как анализ главных 
компонент (PCA) и ядерный анализ главных ком-
понент (KernelPCA). Данные методы помогают усо-
вершенствовать алгоритм Марковица путем устра-
нения выбросов в матрице ковариаций и выделения 
компонент, на которые стоит ориентироваться при 
сборе портфеля. PCA помогает выделить наиболее 
важные направления в пространстве данных (глав-

ные компоненты), которые объясняют наибольшую 
долю дисперсии. При понижении размерности вы-
бросы имеют меньшее влияние на главные компо-
ненты, так как PCA учитывает общую изменчивость 
данных. Эти подходы помогают снизить влияние 
шума в данных и улучшить качество оптимизации 
портфеля, как, например, в работах [6, 7]. Приме-
ром использования Kernel PCA к задаче Марковица 
является работа [8].

В работе рассмотрена обобщенная задача Мар-
ковица, учитывающая комиссию, которую платит 
инвестор за перебалансировку портфеля, и предло-
жен алгоритм для решения этой оптимизационной 
задачи. Данный алгоритм предварительно обраба-
тывает данные о доходности активов, очищая их от 
шума, затем формирует портфель, используя экс-
поненциально сглаженные значения доходности 
акций, и оптимизирует линейную комбинацию ри-
ска и доходности с учетом комиссии.

Для того чтобы обойти ограничения классиче-
ского решения для задачи Марковица, в работе 
рассмотрены четыре вариации предложенного ал-
горитма: без перехода в пространство меньшей раз-
мерности, переход с использованием PCA, а также 
переходы с полиномиальным и гауссовским ядра-
ми KernelPCA.

В указанных выше работах исторический времен-
ной горизонт для определения ожидаемой доходно-
сти и матрицы ковариации определяются эмпириче-
ским образом. В работах [9–17] рассмотрен подход к 
предсказанию ожидаемых доходностей и матрицы 
ковариации с помощью методов машинного обуче-
ния и статистических моделей типа GARCH. В дан-
ной работе для оптимизации работы алгоритма Мар-
ковица предлагается оптимизация гиперпараметров 
модели для определения оптимального портфеля 
по историческим данным: частота смены портфе-
ля, размера окна, количество отбираемых компаний 
для дальнейшей работы и параметр уменьшения 
размерности в KernelPCA и Kernel PCA.

Ввиду большого числа гиперпараметров в ал-
горитме традиционные методы подбора параме-
тров, – сеточный поиск (GridSearch) и случайный 
поиск (RandomSearch), – могут не привести к оп-
тимальным результатам. Поэтому в данной работе 
для сравнения также используется метод байесов-
ской оптимизации, основанный на гауссовских 
процессах [18]. Метод байесовской оптимизации –  
это алгоритм для нахождения оптимальных зна-
чений параметров функции, когда доступна толь-
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ко ограниченная информация о функции и ее по-
ведении. Суть метода заключается в итеративной 
последовательности выбора следующих пробных 
точек, основываясь на вероятностной модели, 
которая аппроксимирует неизвестную функцию. 
Метод позволяет находить оптимальное решение 
с использованием относительно небольшого чис-
ла итераций, поскольку алгоритм активно адапти-
руется к информации, полученной из предыдущих 
итераций. В контексте рассматриваемой задачи 
оптимизируемой функцией от весов портфеля яв-
ляется индекс Мартина, введенный в работе [19]. 
Таким образом, для каждой из четырех вариаций 
алгоритма подбор параметров проводится двумя 
способами: с помощью случайного поиска по сет-
ке и байесовской оптимизации.

Обучение предложенных алгоритмов было про-
ведено на данных доходности около 300 акций в пе-
риод с 1990 по 2016 год. Для оценки эффективности 
каждой из восьми полученных вариаций алгоритма 
в работе проведено сравнение различных метрик 
доходности получившихся портфелей и сравнение 
портфелей с индексом S&P 500. Данный индекс яв-
ляется классическим бенчмарком для разрабаты-
ваемых алгоритмов, поскольку считается лучшим 
индикатором акций компаний с большой капита-
лизацией [20] и отражает общее состояние эконо-
мики США [21, 22]. В работе [23] показано, что веса 
в классическом алгоритме Марковица также связа-
ны с данным бенчмарком.

Результаты исследования показывают, что наи-
более эффективным алгоритмом является вариа-
ция, использующая гауссовское ядро в KernelPCA 
и подобранная с помощью байесовской оптими-
зации. Портфель, оптимизированный с помощью 
данного метода, имеет наиболее высокую доход-
ность и коэффициент Шарпа, во многом за счет 
наименьшей просадки в период вспышки пан-
демии COVID-19, и в то же время демонстрирует 
наиболее высокую волатильность по сравнению с 
остальными вариациями. Кроме того, показано, 
что за 2017–2022 гг. все предложенные алгоритмы 
показывают доходность выше индекса S&P 500.

Работа имеет следующую структуру: раздел 1 со-
держит постановку оптимизационной задачи, в раз-
деле 2 представлено описание алгоритма для решения 
данной задачи и его вариаций, в разделе 3 приведены 
метрики для сравнения вариаций алгоритма, раздел 4 
описывает используемые данные, анализ результатов 
исследования представлен в разделе 5.

1. Постановка  
оптимизационной задачи

Рассмотрим модель финансового рынка с N𝑁 ак-
тивами (акциями), доходности которых являют-
ся случайными величинами ri, i = 1, ..., N . Вектор 
ожидаемых доходностей акций будем обозначать 
как , а матрицу ковариаций доход-
ностей акций как

.

Из данных активов инвестор формирует порт-
фель с долями акций wi  0, i = 1, ..., N, где усло-
вие wi  0 соответствует отсутствию возможности 
коротких продаж. Пусть 𝛼 –  степень неприятия 
риска инвестором. Тогда преобразованная задача 
оптимизации Марковица для данного инвестора 
имеет вид:

                        	 (1)

Согласно [24], данная задача эквивалентна клас-
сической задаче Марковица, в которой отсутству-
ет коэффициент 𝛼 , с точностью до фиксированных 
параметров: в классической задаче фиксируется 
параметр ожидаемой доходности, а в преобразо-
ванной – коэффициент баланса между миними-
зацией риска и максимизации доходности. В рас-
сматриваемом алгоритме  = 0,05 однако в общем 
случае этот параметр можно изменять, больше 
опираясь на минимизацию риска при меньших  и 
на максимизацию доходности при больших.

В данной работе мы рассмотрим более общую за-
дачу оптимизации Марковица, в которой добавле-
на комиссия λ за перебалансировку портфеля. Та-
ким образом, если P – период смены портфеля, а 

 – распределение весов акций в предыдущий пе-
риод времени, то задача оптимизации (1) принима-
ет вид

             	 (2)

Вектор распределения весов в момент времени 0 
полагаем .
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2. Описание алгоритма
2.1. Принцип работы алгоритма

На вход оптимизационного алгоритма подают-
ся данные о стоимости акций за определенный пе-
риод времени. Результатом работы алгоритма яв-
ляются веса wi – доли соответствующих активов в 
портфеле инвестора, которые перебалансируются с 
определенной частотой, которая передается в алго-
ритм в качестве гиперпараметра.

Работа алгоритма, представленного ниже, услов-
но состоит из двух частей: подбора гиперпараметров 
портфеля и выбора оптимальных весов, соответству-
ющих этим гиперпараметрам. Из гиперпараметров 
производится подбор параметров предобработки 
данных (частота смены портфеля, фактор размера 
окна, количество отбираемых компаний для даль-
нейшей работы) и параметров уменьшения размер-
ности (доля объясненной дисперсии и гиперпараме-
тры ядер в KernelPCA).

Подбор весов осуществляется с помощью метода 
fit на обучающем датасете акций за определенный 
период времени и включает следующие этапы.

Фильтрация данных. На первом этапе происхо-
дит фильтрация данных, после которой для анали-
за остаются наблюдения только в рамках заданного 
временного окна.

Размер окна определяется двумя гиперпараме-
трами: period_change_portfolio – период смены порт-
феля, и size_of_window_rank – фактор размера окна. 
Размер окна выражается как произведение указан-
ных параметров. Такая функциональная зависи-
мость позволяет варьировать размер окна вместе с 
изменением периода смены портфеля.

Обычно фактор размера окна принимает значе-
ния от двух до пяти, что соответствует окну при-
мерно 2–5 периодов смены портфеля. Например, 
для анализа годовой беты актива в работе [25] ис-
пользуется окно размером 5 лет, а в работе [26] для 
оценки параметров смены портфеля каждые 250 
дней используется скользящее окно размером 1000 
дней. Применение оконной фильтрации позволяет 
учитывать ближайшие, наиболее актуальные дан-
ные, при этом исключая устаревшие.

Выбор акций для формирования портфеля. На дан-
ном этапе оценивается прибыльность акций для 
включения в портфель наиболее доходных из них.

Чтобы придать больший вес наиболее актуаль-
ным данным, применяется экспоненциальное сгла-
живание с параметром α  (0, 1). В алгоритме пара-

метр экспоненциального сглаживания принимает 
значение α = 0,99. Если применение фильтрации на 
предыдущем этапе эквивалентно умножению всех 
наблюдений в окне на 1, а за его пределами на 0, то 
экспоненциальное сглаживание можно представить 
как умножение доходностей на , где  представ-
ляет собой количество торговых дней, прошедших с 
рассматриваемой даты до текущего момента. Такой 
подход обеспечивает более высокий вес недавним 
данным, сохраняя влияние предыдущих периодов с 
уменьшающимся весом по мере удаления в прошлое.

Для отбора акций, включаемых в портфель, про-
водится вычисление взвешенной средней доходно-
сти для каждой акции с использованием экспонен-
циально сглаженных весов. Расчет осуществляется 
по формуле:

где T – величина окна;
rit – доходность акции i в момент t.

После вычисления взвешенных средних доход-
ностей акции сортируются в порядке убывания и 
выбираются n_top_companies лучших акций компа-
ний для включения в портфель. Количество отбира-
емых акций является гиперпараметром алгоритма.

Уменьшение размерности. Данный этап приме-
няется только для вариаций алгоритма с PCA или 
KernelPCA. Как уже было отмечено, эти методы 
позволяют усовершенствовать алгоритм Марко-
вица с помощью устранения выбросов в матрице 
ковариаций и выделения компонент, на которые 
впоследствии ориентируется алгоритм при форми-
ровании портфеля.

При применении этих методов снижения раз-
мерности, первоначально определяется количество 
компонент, включаемых в модель. Это количество 
определяется с учетом объясненной дисперсии 
первыми 1,  2,  ...,  n_top_companies компонентами 
на основе гиперпараметра var_ratio, отвечающего 
за долю объясненной дисперсии. Доля объяснен-
ной дисперсии для d компонент – это величина  
δd, равная отношению суммы квадратов отклоне-
ний наблюдаемых данных от их проекции на глав-
ные компоненты, к выборочной дисперсии дан-
ных. Большая остаточная дисперсия указывает на 
то, что главные компоненты не объясняют зна-
чительную часть изменчивости данных, что мо-
жет свидетельствовать о наличии дополнительных 
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факторов, неучтенных в модели. Количество ком-
понент d определяется как число, при котором  
δd ≥ var_ratio, но  δd–1  < var_ratio.

Затем методу уменьшения размерности пере-
дается найденное число компонент и гиперпара-
метры, после чего он обучается на тренировочных 
данных, что позволяет снизить размерность дан-
ных, сохраняя ключевые характеристики и очищая 
их от выбросов.

Среди гиперпараметров KernelPCA отметим:
	♦ kernel – тип ядра: в алгоритме рассматривались 
только гауссовское ядро «rbf»:

,

и полиномиальное ядро «poly»: 

;

	♦ kerneldegree – степень полиномиального ядра (q в 
формуле полиномиального ядра);

	♦ kernelgamma – параметр масштаба (γ в формулах 
выше);

	♦ kernelcoef0 – константа полиномиального ядра (c 
в формуле полиномиального ядра).

Подбор долей акций в портфеле. После формиро-
вания набора акций для включения в портфель, ал-
горитм определяет их веса.

Алгоритм решает задачу (2), в которой последнее 
слагаемое является по сути регуляризацией весов. 
Параметр λ, отвечающий за комиссию при переба-
лансировке портфеля, в работе принят равным 1%.

Помимо этого, если используются методы 
уменьшения размерности, то для решения зада-
чи необходимо перейти из латентного простран-
ства в исходное путем обратного преобразования 

. Положим  – вектор средних доходно-
стей в латентном пространстве, C – выборочная 
матрица ковариаций в латентном пространстве. 
Тогда преобразованная задача оптимизации при-
мет вид:

   	 (3)

В случае с PCA обратное преобразование осу-
ществляется посредством домножения весов на ма-

трицу компонент: . Получается задача 
квадратичного программирования, которая хоро-
шо решается с помощью пакета cvxpy [27].

В методе KernelPCA вектор  в исходном 
пространстве находится посредством поиска при-
близительного прообраза вектора  решением  
задачи минимизации с помощью Ridge-регрес- 
сии [28]:

Данная задача не является задачей квадратично-
го программирования, и поэтому решается менее 
точно с помощью библиотеки scipy.optimize [29].

Обратное преобразование весов  про-
исходит по формулам выше вместе с отсечением 
весов по пороговому значению: если wi < treshold,  
то wi = 0. Пороговое значение установлено поряд-
ка 10–6, чтобы отсекать слишком маленькие веса, 
которые в реальности невозможно получить, так 
как необходимо покупать целые количества лотов 
акций.

Оценка доходности портфеля. После обучения 
алгоритма на тренировочном датасете мы можем 
собрать портфель, используя полученные веса, 
и оценить его работу на тестовом датасете. Одна-
ко портфель с постоянными весами показывает 
себя хуже, так как распределение доходностей ак-
ций меняется со временем. Поэтому периодически 
необходимо перебалансировать портфель: через 
period_change_portfolio торговых дней алгоритм об-
учается на тренировочных данных и уже известной 
ему тестовой части данных. Период смены портфе-
ля в алгоритме выбирался довольно длительным: 
он мог варьироваться от трех–четырех месяцев до 
нескольких лет. Это связано с тем, что метод Мар-
ковица неплохо работает на больших промежутках 
времени с редкой сменой портфеля. Например, в 
[30] портфели с минимальным риском, т.е. класси-
ческие портфели Марковица, подвергались реба-
лансировке 2–3 раза в год.

Для оценки доходности портфеля используется 
метод predict, который принимает на вход обучен-
ный алгоритм и тестовый датасет. Результатом ра-
боты метода является датафрейм с индексом – вре-
менем и колонкой – рассчитанным доходом. После 
этого возможна визуализация результатов в виде 
временного ряда доходностей портфеля, а также 
расчет экономических показателей посредством 
метода score.
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2.2. Подбор гиперпараметров

В работе рассмотрено четыре вариации исход-
ного алгоритма: без перехода в пространство мень-
шей размерности, переход с использованием PCA 
и KernelPCA с полиномиальным и гауссовским 
ядром. В каждом из методов проводился подбор 
параметров двумя способами: с помощью случай-
ного поиска по сетке RandomizedSearchCV [31] и 
байесовской оптимизации. Таким образом, полу-
чилось восемь алгоритмов с различными наборами 
гиперпараметров.

В рассматриваемых способах нахождения опти-
мальных весов производился подбор следующих 
гиперпараметров:

	♦ в методе, который не включает переход в про-
странство меньшей размерности, проводился 
только выбор гиперпараметров предобработки 
матрицы доходностей. Эти параметры включают 
период смены портфеля (в промежутке от трех 
месяцев до двух с половиной лет), фактор раз-
мера окна (от 2 до 5) и количество топ-компаний, 
отбираемых на основе их средней доходности (от 
50 до 200); 

	♦ в методе PCA, помимо вышеназванных параме-
тров, была подобрана также доля объясненной 
дисперсии (от 80% до 95%);

	♦ в KernelPCA с полиномиальным ядром были 
подобраны гиперпараметры, указанные выше, 
плюс параметры полиномиального ядра – сте-
пень (от 2 до 4), свободный член (от 0,5 до 1) и 
параметр порядка (от 0,02 до 0,04).

	♦ в методе KernelPCA с гауссовским ядром, 
помимо параметров предобработки матрицы 
доходностей и доли объяснимой дисперсии, был 
подобран параметр порядка (от 0,001 до 0,1). 
Стоит также отметить, что согласно статье [8], 
портфель, сформированный с помощью пре-
образования KernelPCA с гауссовским ядром, 
является более рискованным, поэтому диверси-
фицировать риск в данном случае было решено 
меньше: количество n_top_companies по доходно-
сти было оптимизировано в диапазоне от 5 до 30 
(для rbf и Bayes rbf).

3. Метрики сравнения портфелей

Для сравнения методов оптимизации портфелей 
в работе рассмотрены несколько метрик.

Доходность портфеля (portfolio value). Отношение 
текущей цены портфеля к начальной:

Среднегодовая доходность портфеля (average rate 
of return, AR). Средняя инвестиционная прибыль, 
получаемая за год. Этот показатель используется 
для сравнения доходности различных инвестици-
онных инструментов. Пусть L – суммарный срок 
инвестиций в годах, T –суммарное число торговых 
дней. Тогда среднегодовую доходность можно вы-
числить следующим образом:

Стоимость под риском (value at risk, VaR) портфе-
ля уровня α. Обратный выборочный α-квантиль до-
ходностей портфеля, вычисляемый по формуле: 

Премия портфеля за риск (избыточная доход-
ность). Выигрыш от держания портфеля по сравне-
нию с безрисковым активом. Для инвестиционно-
го портфеля  с весами активов , относительной 
доходностью  и безрисковой процентной ставкой  
r   ft в момент t = 1, ..., T:

Стандартное отклонение портфеля. Выборочное 
стандартное отклонение избыточной доходности, 
вычисляемое по формуле:

Коэффициент Шарпа (Sharpe ratio). Отношение 
премии за риск к стандартному отклонению порт-
феля:

Относительная просадка (relative drawdown). От-
носительная разница максимальной цены порт-
феля до настоящего момента и текущей его цены. 
Формально, если  – отношение цены портфе-
ля в момент t к начальной, то

Коэффициент Мартина (Martin Ratio, Ulcer perfor-
mance index, UPI) [10]. Отношение избыточной до-
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ходности портфеля к среднеквадратичной относи-
тельной просадке:

Коэффициент Мартина используется для подбо-
ра гиперпараметров на этапе валидации.

4. Описание данных

Для проведения исследования использовались 
данные, полученные из базы Yahoo с использова-
нием библиотеки yfinance [32]. В перечень анализи-
руемых активов были включены акции компаний, 
входящих в индекс S&P 500, а также 500 случайно 
отобранных акций из базы данных Yahoo. Таким об-
разом, выбор активов обеспечивает независимость 
весов, полученных в результате работы алгоритма, 
от весов, построенных только на основе бенчмарка. 
Сформированный датасет включает дневную дина-
мику стоимости по 1000 акциям за период с 1990 по 
2022 год.

Далее была проведена предварительная филь-
трация данных, исключающая акции, где более чем 
в 10% наблюдений отсутствовали значения. Для 
остальных наблюдений, где отсутствовали значе-
ния, доходность была определена как среднее зна-
чение за весь предыдущий исторический период. 
Также из рассмотрения были исключены акции с 
высокой волатильностью, стоимость которых изме-
нялась более чем в два раза по сравнению с предыду-
щим днем хотя бы один раз.

После проведенной фильтрации было отобрано 
300 акций, представляющих различные секторы. Сре-
ди них оказались компании из ИТ-сектора, такие как 
Apple и Microsoft, из финансовой сферы – JPMorgan 

Chase и Citigroup, а также представители медицин-
ской отрасли, включая Johnson  &  Johnson и Pfizer. 
Кроме того, в список вошли компании из сектора 
потребительских товаров: PepsiCo, The Coca-Cola 
Company, McDonald’s, Procter & Gamble и Walmart.

Полученные данные были разделены на два пери-
ода: обучающий (1990–2016 гг.) и тестовый (2017–
2022 гг.). Для подбора гиперпараметров исполь-
зовалась кросс-валидация для временных рядов. 
Методика такой кросс-валидации предполагает раз-
деление данных на блоки, идущие последователь-
но по времени. Обучение модели происходит на 
всех предыдущих блоках данных, а проверка – на 
последующем (рис. 1). Данный процесс повторя- 
ется несколько раз и может быть реализован мето-
дом TimeSeriesSplit из sklearn [33].

5. Результаты

Конфигурации подобранных гиперпараметров 
для всех методов представлены в таблице 1. Стоит 
отметить, что у большинства методов оптимальный 
период смены портфеля составил примерно полго-
да (180 дней), что может указывать на глобальную 
оптимальность данного временного интервала. Ин-
тересно отметить, что для ядерных моделей фактор 
масштаба ядра приблизительно одинаков и состав-
ляет около 0,04.

После проведения процессов подбора гиперпа-
раметров с использованием байесовской оптимиза-
ции и метода поиска по случайной сетке для четы-
рех методов была вычислена доходность на тестовой 
выборке. Графики доходностей на тестовом наборе 
данных для всех восьми алгоритмов и базового бенч-
марка S&P 500 приведены на рис. 2, а также доступ-
ны на интерактивном HTML-графике [34].

Рис. 1. Визуализация кросс-валидации TimeSeriesSplit из sklearn.

Train Test

Train

Train

Train

Test

Test

Test

Data



БИЗНЕС-ИНФОРМАТИКА            Т. 18            № 3         2024 63

Помимо графиков, были рассчитаны экономи-
ческие показатели из раздела 3. Для каждого из 
портфеля и S&P 500 они представлены в таблице 2.

Результаты исследования показывают, что наи-
более эффективным алгоритмом является ме-
тод Bayes rbf, использующий гауссовское ядро в 
KernelPCA, подобранный с помощью байесовской 

оптимизации. Портфель, оптимизированный с по-
мощью данного метода, в период февраля – апреля 
2020 г., связанного с первой вспышкой пандемии 
COVID-19, имеет наименьшую просадку 28,5%, 
что на 5 п.п. ниже уровня просадки S&P 500. Дан-
ное наблюдение подтверждает результат исследо-
вания [8], демонстрирующего, что алгоритмы с га-

Таблица 1.
Подобранные гиперпараметры для всех 8 алгоритмов
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Без оптимизации 3,20 190 97 – – – – –

PCA 4,90 192 150 0,935 – – – –

Poly KPCA 2,10 249 86 0,86 poly 0,04 4 0,77

rbf 4,90 170 27 0,91 rbf 0,04 – –

Bayes 4,79 190 100 – – – – –

Bayes PCA 3,45 189 71 0,891 – – – –

Bayes Poly KPCA 3,37 190 66 0,921 poly 0,034 2 0,844

Bayes rbf 2,44 188 17 0,764 rbf 0,044 – –

Рис. 2. Значения доходности на тестовом датасете для всех 8 алгоритмов и S&P 500.
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Таблица 2.
Экономические показатели на тесте для всех 8 алгоритмов и S&P 500

S&P  
500

Без  
оптимизации

PCA
Poly 
KPCA

rbf Bayes
Bayes 
PCA

Bayes Poly 
KPCA

Bayes  
rbf

Профит  
фактор

1,09 1,1 1,13 1,09 1,09 1,1 1,1 1,09 1,15

Коэффициент 
Шарпа

0,41 0,57 0,65 0,46 0,63 0,58 0,53 0,45 0,85

Коэффициент 
Мартина

0,26 1,05 1,9 0,71 1,47 1,11 1,09 0,54 3,64

Годовая  
доходность

10,87% 18,75% 18,11% 12,9% 17,17% 18,71% 16,54% 13,01% 26,98%

Годовая  
волатильность

20,26% 28,14% 23,97% 22,5% 27,71% 27,83% 26,08% 23,13% 28,51%

5% VaR 1,935% 2,815% 2,4% 2,113% 2,715% 2,817% 2,442% 2,151% 2,897%

Максимальная  
просадка

33,92% 44,41% 38,04% 43,51% 37,03% 42,99% 43,29% 34,1% 28,27%

Winning  
days

54,5% 54,2% 55,3% 53,6% 53,6% 54,1% 54,1% 53,4% 54,0%

уссовским ядром показывают лучшие результаты 
на рынке кризисных ситуаций. В то же время ал-
горитмы с гауссовским ядром rbf и Bayes rbf демон-
стрируют наиболее высокую волатильность (27,7% 
и 28,5% соответственно). Этот результат обуслов-
лен ограниченным числом рассматриваемых акций 
и, следовательно, меньшей диверсификацией ри-
ска портфеля.

Наименьшую волатильность, помимо индекса 
S&P 500, показали портфели с полиномиальным 
ядром Poly KPCA и Bayes Poly KPCA: 22,5% и 23,1% 
соответственно. Это свидетельствует о способно-
сти полиномиального ядра эффективно фильтро-
вать шумы. Кроме того, данные портфели характе-
ризуются наилучшими значениями 5% VaR (около 
2,1%), что немного больше значения для S&P 500. 
Однако среднегодовые значения доходности этих 
портфелей одни из самых низких – 12,9% и 13,0%.

Портфели PCA и Bayes PCA, основанные на ме-
тоде главных компонент, показали средние резуль-
таты по риску и доходности. Это свидетельствует о 
том, что даже такие классические алгоритмы с до-
полнительной оптимизацией превзошли бенчмар-
ки по большинству метрик.

В то же время результаты исследования не по-
зволяют установить, что байесовская оптимизация 

или случайный поиск по сетке более эффективны 
при отборе гиперпараметров.

Хотя S&P 500 характеризуется наименьшим 
риском, его доходность также низка, что отрази-
лось на показателях отношений. Таким образом, 
построенные портфели, хоть и более волатиль-
ны, чем S&P 500, показывают лучшие результа-
ты по остальным метрикам, демонстрируя, что 
оптимальная перебалансировка портфеля может 
обеспечить дополнительную доходность за счет 
риска.

Чтобы привести полученные нами портфели в 
соответствие с уровнем риска S&P, т.е. среднего-
довой волатильностью индекса S&P рассмотрим 
результаты алгоритма Bayes rbf в случае, если часть 
денег вкладывается в данный алгоритм, а оставша-
яся – в безрисковый актив (таблица 3). Заметим, 
что если 50% капитала вкладывается в лучший ал-
горитм, а 50% в безрисковый актив, то доходность 
и риск портфеля лучше по сравнению с индексом 
S&P. Еесли ограничить риск риском, соответству-
ющим индексу, то среднегодовая доходность вы-
растет с 10,9% до 19,9%. Соответственно, рассма-
триваемый алгоритм на протяжении длительного 
периода времени и получать доходность выше S&P 
при том же уровне риска.
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Заключение

В работе был исследован алгоритм долгосроч-
ного инвестирования, основанный на решении за-
дачи Марковица с предварительным переходом в 
пространство меньшей размерности при помощи 
различных вариаций метода главных компонент.

Периодическая перебалансировка портфеля по-
зволяет гибко реагировать на изменения на рынке, 
что подтверждает сравнимая с бенчмарком просад-
ка некоторых моделей, несмотря на более высокий 
показатель риска. Однако перебалансировка порт-
феля проводилась не слишком часто, чтобы метод 
Марковица смог показать себя на достаточно боль-
ших промежутках времени. Наконец, оптимизация 
коэффициента Мартина при подборе гиперпара-
метров показывает высокую доходность портфелей 
и не слишком резкую просадку.

Помимо этого, были получены портфели, пока-
зывающие более доходные траектории, чем бенч-
марк, однако немного более рискованные. Важно 

отметить, что риск портфелей можно регулировать 
посредством коэффициента risk aversion, что позво-
ляет подбирать портфели, исходя из предпочтений 
инвестора относительно риска. Риск можно регу-
лировать и с помощью выбираемых методов: ме-
тод с ядерным PCA с полиномиальным ядром под-
бирает менее рискованный, но и менее доходный 
портфель, в то время как метод без уменьшения 
размерности позволяет больше рисковать, но и при 
этом больше получать. Золотой серединой в этой 
дилемме может оказаться простой метод главных 
компонент, который позволяет соблюдать баланс 
между риском и доходностью. Отметим также, что 
лучшими экономическими показателями обладает 
алгоритм, использующий ядерный анализ главных 
компонент с гауссовским ядром в основном за счет 
незначительной просадки в пандемийный период 
в сравнении с другими алгоритмами. Можно сде-
лать вывод, что в кризисные моменты наиболее эф-
фективно применение гауссовского ядра к доход-
ностям акций в качестве перехода в пространство 
меньшей размерности. 

Таблица 3.
Сравнение лучшего алгоритма и S&P 500

S&P  
500 

Bayes  
rbf

S&P-risk Bayes 
rbf

0% Bayes 
rbf

50% Bayes 
rbf

75% Bayes 
rbf

90% Bayes 
rbf

Годовая доходность 10,87% 26,98% 19,93% 2,61% 14,8% 20,89% 24,54%

Годовая волатильность 20,26% 28,51% 20,26% 0,0% 14,26% 21,38% 25,66%

Коэффициент Шарпа 0,41 0,85 0,85 0,0 0,85 0,85 0,85
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Abstract

The article introduces a long-term investment algorithm that identifies optimal solutions in lower 
dimensional spaces constructed through principal component analysis or kernel principal component 
analysis. Portfolio weights optimization is carried out using the Markowitz method. Hyperparameters of the 
model include window size, smoothing parameter, rebalancing period and the fraction of explained variance 
in dimensionality reduction methods. The algorithm presented incorporates weights regularization taking 
into account portfolio rebalancing transaction costs. Hyperparameters’ selection is based on the Martin 
coefficient, which allows us to consider the maximum drawdown for the suggested algorithms. The results 
demonstrate that the proposed algorithm, trained from 1990 to 2016, shows higher returns and Sharpe 
ratios compared to the S&P 500 benchmark from 2017 to 2022. This indicates that weights optimization can 
improve the algorithm’s performance through rebalancing.
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